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摘要：厄尔尼诺−南方涛动预测是气候变化研究的热点问题之一。本文将 Swin-Transformer 模型与时

空融合注意力机制相结合，采用 1850−2014 年 CMIP6 多模式模拟历史数据、1871−1979 年 SODA 同化

数据和 1980−2023 年 GODAS 同化数据，构建厄尔尼诺−南方涛动预测模型，即 ENSO-STformer。该模

型通过在 CMIP6 和 SODA 数据集上进行充分的训练，并在 GODAS 数据上进行评估，结果表明：本文

模型在提前 11 个月的 Niño3.4 指数相关技巧的平均值上分别比 CanCM4、CCSM3、GFDLaer04 动力预

报系统高出 5.1%、21.6% 和 12.4%，同时，在中长期的 Niño3.4 指数相关技巧上显著优于其他深度学习

模型，并可以进行长达 24 个月的有效 ENSO 预测，此外，在对 2015−2016 年厄尔尼诺事件模拟中表现

出较强的应对春季预报障碍能力。
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1　引言

厄尔尼诺−南方涛动（El Niño-Southern Oscillation，
ENSO）是发生在热带中东太平洋地区的海表温度异

常 （Sea Surface Temperature Anomaly，SSTA）现象，并

且主要表现为厄尔尼诺（El Niño）和拉尼娜（La Niña）
两个相位。当发生 El Niño 时太平洋赤道中东地区海

水温度升高，而与此相反，当 La Niña 发生时，相应地

区海水温度降低。除此之外，ENSO 的发生往往是不

规律的，但是有着明显的周期性，大约平均 2～7 a 发

生一次 [1–4]。

目前，ENSO 往往由海洋尼诺指数（Oceanic Niño
Index，ONI）来表征其发生情况，其中 ONI 由 Niño3.4
区域（5°N～5°S，120°～170°W）SSTA 的 3 个月滑动平

均值计算而来。如果 ONI 持续不少于 5 个月大于

0.5℃，则被认定为 El Niño；反之，如果 ONI 持续不少

于 5 个月小于 0.5℃，则被认定为 La Niña[5]。

尽管 ENSO 事件发生于热带太平洋地区，但是它

对全球气候变化有着巨大的影响 [6]。研究表明，ENSO
通过海−气的遥相关对太平洋地区及全球其他地区的

降水、气候和生态系统造成了巨大影响，并可在全球

范围内诱发极端天气事件 [7–8]。因此，ENSO 的准确预
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测对减少气候变化带来的风险，保护社会、经济和生

态系统具有重要意义。其中，ENSO 的研究经历十几

年的发展，其方法大致分为 3 类：基于统计学模型的

方法、基于动力模型的方法和基于深度学习模型的

方法。实践表明，基于统计和动力模型的 ENSO 预测

都有一定的准确率，两者都能反映大气运动的部分规

律 [9]，但由于 ENSO 时空演化的变化性和多样性，传统

的 ENSO 预测方法很难实现提前 1 a 的有效预测。但

是，随着地球科学技术与观测设备的快速发展，人们

通过雷达、浮标和遥感卫星等途径得到了大量的气

候数据，并使用人工智能技术进行分析研究。其中，

以深度学习为代表的数据驱动方法为气候预测提供

了一种新的方法 [10–14]，这也包括 ENSO 预测。然而，现

有的基于深度学习的 ENSO 预测方法依旧存在着两

大困难和挑战。首先，ENSO 的气候因子数据存在着

大量的时空信息，以往基于深度学习的 ENSO 预测模

型尚未对时空信息进行充分的特征提取，以至于模型

无法有效地捕获气候数据背后隐藏的时空关系。其

次，以往的模型仅仅是对数据进行多层卷积或者是自

注意力计算，前者只能捕获气候因子中的局部信息而

忽视了全局信息，使得模型无法模拟气候变化中的遥

相关 [15]，后者虽然可以得到气候因子在整个空间的权

重系数，但是这无疑会忽略重点区域的潜在演变，进

而使得模型的在长期预测上的相关技巧较低。

为了解决上述问题，本文主要工作如下:
（1）  首次以 Swin-Transformer[16] 为 ENSO 预测模

型架构并结合时空融合注意力机制（ spatio-temporal
fusion attention mechanism，STFAM），其命名为 ENSO-
STformer。该模型通过层次化结构和移动窗口操作，

以捕获多尺度特征，并通过时空融合注意力机制建立

时间和空间关系，在保留时空信息与减少计算量的同

时，建立起时间和空间维度之间的联系，以更有效地

提取气候数据的时空信息，从而加强模型对 ENSO 变

化中复杂规律的学习。

（2）  ENSO-STformer 模型将原有的多层感知器

（Multilayer Perceptron, MLP）进行改进，设计出 Niño3.4
指数预测器（Niño3.4 Index Predictor，NIP），通过对多

层提取后的特征进行非线性映射，以增强时空特征之

间的表达能力，使得模型可以更好地适用 ENSO 事件

的预测，并最终得到未来 Niño3.4 指数。 

2　相关工作
 

2.1    基于统计学模型的 ENSO 预测

在传统的预测方法中，基于统计学模型的 EN-

SO 方法往往是对历史观测数据进行分析，通过将

ENSO 信号与 SSTA、次表层的温度异常和海表风应

力异常等其他气候因子之间建立联系，进而对 EN-
SO 进行预测。其中，常见的统计方法有典型相关分

析（Canonical Correlation Analysis，CCA） [17]、奇异谱分

析 （Singular  Spectrum Analysis，SSA） [18]、主振荡分析

（Principal Oscillation Pattern Analysis，POP） [19]、线性反

演模式（Linear Inverse Model，LIM） [20] 等。虽然上述的

统计方法可以在一定程度上模拟 ENSO 变化，但是，

这些方法统尚未有效利用 ENSO 变化中隐含着的物

理规律，进而使得模型预测的时效性与精确度较低。 

2.2    基于动力学模型的 ENSO 预测

另一种传统的预测方法是基于物理动力学模型

构建的复杂气候模型，该方法通过模拟全球大气环

流、海洋循环和生态系统变化等过程，使得效果要优

于基于统计模型，并已达到 6～12 个月的可靠预测，

但是该方法需要耗费大量资源，性能提升不易，与此

同时，数值模式预测技巧很大程度上依赖于初始场，

这使得预测系统研发极其复杂 [21]。除此之外，由于

ENSO 时空演变的多变性和复杂的非线性，基于物理

动力学模型在预测 ENSO 仍存在很大的不确定性 [22]，

尤其在长期预测上表现的尤为明显。 

2.3    基于深度学习的 ENSO 预测

近几年来，人工智能的飞速发展为 ENSO 预测研

究提供了新视角。与基于动力学模型相比，基于深度

学习的 ENSO 预测方法不需要考虑复杂的物理关系，

进而极大地提高 ENSO 建模的非线性与准确性，使

得 ENSO 的预测研究得到进一步发展。

Ham 等 [23] 首次将深度学习技术应用到 ENSO 预

测之中，通过使用卷积神经网络（Convolutional Neural
Network，CNN）对全球 SSTA 与海洋热含量异常（Ocean
Heat  Content  Anomaly， HCA）进行 ENSO 建模 ，通过

CNN 的平移不变性使得模型学习到 ENSO 的前兆信

息，并且其预测效果超过了世界上最先进的动力预报

系统，但是该模型较为简单，无法挖掘气候因子中更

为复杂的非线性特征。周佩等 [24] 采用长短期记忆网

络 （Long Short-Term Memory，LSTM）对 Niño3.4 指数

进行时序预测，使得春季预报障碍（Spring Predictabil-
ity Barrier，SPB）得到了明显缓解，然而该方法仅仅考

虑到时序间的依赖关系，忽略了空间信息。Geng 和

Wang[25] 将 ENSO 预测看作时空预测问题，并设计了

基于密集卷积长短时记忆 （Dense  Convolution  Long
ShortTerm Memory，DC-LSTM）模型，通过充分的特征

提取，得到充足的深层特征信息，并在验证数据上显
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示出更高的 Niño3.4 指数全季节相关技巧，尽管如此，

该方法中忽略了时间与空间之间的关联，造成模型获

得的时空信息不够充分。Ye 等 [26] 首次将 Transfomer
引入到 ENSO 预测之中 ，通过将 CNN 和 Transfomer
相结合，即 ENSOTR，有效提取了气候数据中的浅层

与高级语义特征，实现了对 Niño3.4 指数提前一年半

的高相关性预测，但是，该方法仅仅在分辨率更小的

数据集上获取的效果，其模型无法学习到的丰富的空

间信息并缺乏对时空信息的学习。Rui 等 [27] 针对以

往基于深度学习的 ENSO 预测模型没有充分考虑月

份和季节属性的问题，提出了一个两阶段时空（Two-
Stage SpatioTem-poral，TSST）自回归模型，通过将气候

因子预测与 ENSO 指标预测相结合，以保留隐藏在气

象序列中的模式，该方法考虑到了不同时间尺度上的

相互关系，并在一定程度上考虑到了时空信息，但是

由于采用自回归的方式，未能对历史序列进行有效学

习，造成模型无法充分提取历史序列中隐藏的非线性

时空信息。

本文提出一种时空融合注意力机制的 ENSO 预

测算法。与以往的 ENSO 预测模型相比，本文模型首

次 以 Swin-Transformer 为 ENSO 的 预 测 框 架 ， 通 过

Swin-Transformer 模型独特的层次化结构与移动窗口

注意力机制，既可以捕获多尺度下气候数据的特征信

息，又可以兼顾全局与区域信息权重进而提高模型提

取空间特征的能力；与此同时，通过引入时空融合注

意力机制，在保留时空信息与减少计算量的同时，建

立起通道和空间维度之间的联系，以加强模型对气候

因子中隐藏着的复杂规律的学习；最后，通过设计

Niño3.4 指数预测器模块，将时空数据压缩为一维数

据并进行多层的非线性映射，提升模型泛化能力。 

3　数据和方法
 

3.1    数据集

本文使用经度范围为 90°E～30°W，纬度范围为

30°S～30°N 的 SSTA 与海表下 150 m 温度异常 （Sea
Surface Temperature Anomaly at 150 m Depth，SSTA150）
作为预测因子，其分辨率为 1° × 1°。

数据来自第六次国际耦合模式比较计划（Coupled
Model  Intercomparison  Project  Phase  6， CMIP6）（ 1850−
2014 年） [28] 中 16 个模式的逐月历史模拟数据、简单

海洋数据同化版 2.2.4（Simple Ocean Data Assimilation，
SODA） [29]（1871−1979 年）的逐月再分析数据和全球海

洋数据同化系统（Global Ocean Data Assimilation Sys-
tem，GODAS） [30]（1980−2023 年）的逐月再分析数据。

尽管 SODA、GODAS 和 CMIP6 之间的时间有重叠 ，

但这 3 个数据集之间不存在依赖关系，其中历史模拟

数据和再分析数据信息如表 1 和表 2 所示。
 
 

表 1      CMIP6 数据信息

Table 1    CMIP6 data information

序号 模式名称 所属国家 研发机构

1 ACCESS-CM2 澳大利亚 CSIRO-ARCCSS

2 ACCESS-ESM1-5 澳大利亚 CSIRO

3 CAMS-CSM1-O 中国 CAMS

4 CanESM5-CanOE 加拿大 CCCma

5 E3SM-1-O 美国 E3SM-Project LLNL UCI

6 BCC-CSM2-HR 中国 BCC

7 FGOALS-f3-L 中国 CAS

8 FGOALS-g3 中国 CAS

9 FIO-ESM-2-0 中国 FIO-QLNM

10 AWI-CM-1-1-MR 德国 AWI

11 IPSL-CM6A-LR 法国 IPSL

12 MIROC6 日本 MIROC

13 MIROC-ES2L 日本 MIROC

14 MRI-ESM2-0 日本 MRI

15 NESM3 中国 NUIST

16 NorESM2-MM 挪威 NCC
 
 
 

表 2      SODA 和 GODAS 数据信息

Table 2    Data information of SODA and GODAS

序号 再分析数据 所属国家 研发机构

1 SODA 美国 UMD

2 GODAS 美国 NCEP
 

本实验将数据中所有缺失值与异常值都设为 0，

并且通过使用滑动窗口的方法增加样本数量，其中窗

口大小为 29 步长，间隔为 1，即前 3 个步长作为模型

输入，后 26 个步长用于模型输出验证，时间间隔都为

1 个月。因此，CMIP6、SODA 和 GODAS 中样本数分

别为 31 652、1 628 和 452 个样本数据。鉴于 CMIP6

中不同的模式数据存在偏差，并与再分析数据存在较

大差异，因此，本文通过迁移学习方法对 ENSO-ST-

former 进行训练。首先，将 ENSO-STformer 在 CMIP6

数据上进行预训练，然后，将预训练模型在 SODA 数

据上进行再训练，最终在 GODAS 数据上进行评估，

其中 CMIP6 与 SODA 的数据划分如表 3 所示。
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表 3      CMIP6 和 SODA 数据划分

Table 3    Data division between CMIP6 and SODA

数据集 训练样本数 验证样本数

CMIP6 25 321 6 331

SODA 1 302 325

  

3.2    ENSO 预测问题定义

T X1,T = {X1,

X2, · · · ,XT } X1 XT

T

f (·)

X1,T

N YT+1,T+N = {YT+1,

YT+2, · · · ,YT+N}

ENSO 预测是利用历史气候因子数据以进行未

来 Niño3.4 指数预测。本文利用深度学习方法，通过

将历史 3 个月的 SSTA 与 SSTA150 两个气候因子数

据在通道维度进行拼接，并对气候数据的时空挖掘，

以预测 26 个月的 Niño3.4 指数。假设给定一个气候

因子的历史步数为 的时空数据序列为

，其中 和 分别表示过去第 1 时间点和过

去第 时间点的气候数据。为了简化公式表示，EN-

SO 预测模型可以表示为 ，它把历史 T 步的气候

数据 作为输入，然后提取历史气候数据的特征

并 进 行 未 来 步 的 Niño3.4 指 数 预 测

。上述过程可被公式 1 所描述:

YT+1,T+N = f (X1,T )， （1）

T N

f (·)
式中， 为输入模型的气候数据的历史步数， 为模型

输出 Niño3.4 指数的未来步数， 表示 ENSO 深度学

习模型。
 

3.3    ENSO-STformer 模型网络架构

本文模型采用的是 Swin-Transformer 模型结构，

包含一个下采样模块用于提取历史气候因子浅层特

征以及降低图像分辨率、多个 ENSO-STformer 骨干

网络，即 Swin STFA Block，用于提取包含时空信息在

内的多维度深层特征，以及一个 Niño3.4 指数预测器

用于将多维度融合信息进行充分的非线性映射，并得

到未来的 Niño3.4 指数。

3 × 3首先，使用卷积核为 的 CNN 进行下采样操

作，以达到减小图片分辨率和最大程度保留信息；其次，

为了避免过深的网络结构带来的模型过拟合，这里采

用 2 个骨干网络进行时空数据挖掘；最后，通过 Niño3.4

指数预测器进行未来 26 个月的 Niño3.4 指数预测。

本文模型网络如图 1 所示，在下采样操作上，由

于 SSTA 与 SSTA150 为海洋数据，其分布之中有着大

量数值为 0 的陆地数据 ，因此原始的 Swin-Trans-

former 中将图片进行简单卷积以降低图片分辨率的

做法，不能够充分地提取气候因子信息，进而降低注

意力机制的计算效率。

因此，ENSO-STformer 中下采样主要有一组卷积

模块构成，通过卷积操作以及最大池化（MaxPool）的
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Fig. 1    Model structure of this paper
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方法达到最大程度过滤陆地数据和降低图片分辨率

的目的，其过程如图 2 所示。其中图 2a 表示了整体

过程，图 2b 表示下采样后的空间映射。
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图 2    气候数据下采样与映射

Fig. 2    Climate data downsampling and mapping
  

3.3.1    窗口注意力机制

窗口注意力机制是窗口多头自注意力（Windows

Multi-head Self-Attention，W-MSA）和移动窗口多头自

注意力（Shifted Windows Multi-Head Self-Attention，SW-

MSA）。

如图 1b 所示，窗口多头自注意力能够将注意力

计算限制在单个不重叠的区域之中，充分获取区域信

息，但是该方法造成不同窗口之间信息无法相互影

响，并导致模型对全局特征的提取不够充分，进而使

得模型无法模拟气候变化中的遥相关。因此，在移动

窗口多头自注意力中使用了移动窗口策略，使得信息

可以在相邻窗口之间相互传递信息，进而增强模型对

全局信息的获取能力，其计算过程为

zl =MSAW(zl−1)， （2）

zl+1 =MSAS W(STFAM(zl))， （3）

式中，MSAW 表示窗口多头自注意力，MSAW 表示移动

窗口多头自注意力；STFAM 表示时空融合机制。 

3.3.2    时空融合注意力机制

由于，以往通道或空间注意力机制往往通过降低

通道维度来建立跨通道之间的关系，这可能给深度模

型中的特征表示带来了消极影响 [31]。除此之外，在对

气候数据进行空间信息提取的同时，需要对时空信息

进行充分的关联，以提高模型对时空数据的表达能

力。如图 1c 所示时空融合注意力机制，使用了并行

子网络以聚合多尺度空间信息，并通过跨空间学习以

增强时空信息融合。

1 × 1

3 × 3

首先，通过分组卷积进行初次的特征提取，时空

融合注意力机制的子网络主要由四条子网络构成，其

中一条平行引入了卷积块注意模块 （Convolutional

Block Attention Module，CBAM），并通过残差连接的

方式，得到浅层时空融合信息，其中两条平行路线将

两个编码特征沿图像高度和宽度方向进行全局平均

池化（AvgPool），并使用 卷积核与 Sigmoid 函数

将空间信息嵌入到含有时间学习的通道之中，进而建

立起时间与空间信息的关联，与此同时，为了提取深

层的特征与提高计算效率，通过使用 深度可分

离卷积（Depthwise Separable Convolution，DSC），提升

模型的计算效率，该模块的计算过程为

E
′
= GroupConv2d1×1(E)， （4）

EH = AvgH(E
′
),EW = AvgW(E′)， （5）

EWH = DSConv2d3×3(E′))， （6）

E
′

W ,E
′

H = Sigmoid(DSConv2d1×1(cat(EW ,EH)))， （7）

ECBAM = CBAM(E
′
)+E′， （8）

EWeight = ECBAM ⊙ (E
′

W ×E′H)， （9）

式中，GroupConv2dk×k 表示使用不同的卷积核的分组

卷积；DSConv2dk×k 表示使用不同的卷积核的深度可

分离卷积；CBAM 表示卷积块注意力；Avg 表示全局

平均池化；Sigmoid 表示非线性激活函数。

时空融合学习主要是将并行子网络中的两个分

支的输出向量进行不同空间维度方向的跨空间学习

聚合。首先，使用分组归一化将输出向量转化为对应

维度形状，并通过平均池化（AvgPool）对全局空间信

息进行编码，最后在 Sigmoid 的激活下与 3 × 3 分支下

的特征向量进行点积运算，以此获得第一个空间注意

力图。与此同时，通过相似的方法对 3 × 3 分支的输

出向量进行相同操作，获得第二个空间注意力图，并

在联合激活前进行相加，从而实现时空信息融，该模

块的计算过程为

E1 = GroupNorm(Softmax(Avg(EWeight)))⊙EHW， （10）

E2 = GroupNorm(EWeight)⊙Softmax(Avg(EHW))， （11）

E
′′
= ECBAM ⊙Sigmoid(E1 +E2)， （12）

⊙式中，GroupNorm 为分组归一化； 为哈达玛积运算，

Avg 表示全局平均池化；Sigmoid 和 Softmax 表示激活

函数。 

3.3.3    Niño3.4 指数预测器

由于众多的补丁（Patches）中包含了时空融合信息，
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因此之前 Swin-Transformer 中将多个补丁进行 AvgPool
的方式会造成模型在预测时忽略重要的时空信息。

针对该问题，本文设计了 Niño3.4 指数预测器模

块，其结构如图 3 所示，通过对补丁的特征向量进行

Maxpool 得到每一个补丁中数值更大的特征信息，与

此同时，通过多层的非线性映射将包含时空信息的特

征向量压缩为一维向量，增强时空特征之间的联合表

达，进而提高模型的预测能力与鲁棒性，除此之外，

在 Niño3.4 指数预测器的输出层添加正则化操作

（Dropout），通过随机失活神经元以模拟大气−海洋之

中不确定性并避免模型过拟合，该模块的计算过程为

Pmax =MaxPool(Patches)， （13）

Pdropout = Dropout(LN(MLP(Pmax)))， （14）

Output = FC(Pdropout)， （15）

式中，MaxPool 为最大池化；LN 为层归一化；Dropout
表示随机失活神经元；FC 表示全连接。

  

最大池化

多层感知机

层归一化

全连接映射

正则化操作
(Dropout)

Patches数据

Patches∈RN×L

Niño3.4N

Pmax

Pdropout

图 3    Niño3.4 指数预测器模块

Fig. 3    Niño3.4 Index Predictor module
  

4　验证与结果分析
 

4.1    实验环境与设置

本文实验在 Ubuntu22.04 系统下进行，模型使用

PyTorch 开源神经网络框架进行实现，在 NVIDIA Ge-
Force RTX 3060 设备上进行训练。

实验中，每个输入包含 3 个时间步长的 2 个气候

因子，并预测未来 26 个时间步长的 Niño3.4 指数。在

模型训练过程中，初始学习率（Learning Rate）设置为

0.001 6，时期（Epoch）的最大值设置为 100。
在模型超参数设置方面，考虑输入数据大小，因

此，本实验设置 CNN 中卷积核大小为 3，隐藏维度为

32。除此之外，借鉴原 Swin-Transformer[16] 中参数设

置，将每一个补丁的映射维度为 96，其次，设置 2 个阶

段中层数分别为 3 和 8 的骨干网络，其中每一个骨干

网络中的滑动窗口大小分别为 3 和 5，移动窗口多头

自注意力中多头大小设置为 8，时空融合注意力机制

中的分组卷积的分组数设置为 4。批大小（Batch-size）

设置为 3，并选择 Adam Optimizer 梯度下降优化算法

作为模型的优化器，其权重衰减系数为 0.001。 

4.2    实验性能指标

为充分评估模型性能，本文采用平均绝对误差

（Mean Absolute Error，MAE）、均方根误差（Root Mean

Square  Error， RMSE）以及皮尔逊相关系数 （ Pearson

Correlation Coefficient，PCC） 3 个指标来评估模型性能，

MAE、RMSE 与 PCC 3 个指标的具体计算公式如下所示:

MAE =
1
n

n∑
i=1

|yi − ŷi|， （16）

RMSE =
1
n

√
n∑

i=1

(yi − ŷi)
2， （17）

PCC =

n∑
i=1

(Xi − X̂)(Yi − Ŷ)√
n∑

i=1

(Xi − X̂)
2

√
n∑

i=1

(Yi − Ŷ)
2

， （18）

n yi i ŷi

i X Y X̂ Ŷ

式中， 表示样本数量， 表示第 个真实值， 表示第

个预测值， 和 分别表示两个变量的取值， 和 表

示两个变量的平均值；MAE 和 RMSE 值越小表示模

型预测效果越好，PCC 值是计算真实与预测的 Niño3.4

指数的相关系数，它的范围为 0 到 1，数值越高则表示

模型预测 ENSO 的相关技巧越高。 

4.3    多模型的 ENSO 相关技巧对比

为了比较 ENSO-STformer 的 ENSO 预测能力，本

文将 ENSO-STformer 与基于深度学习的 ENSO 预测

模型和北美多模式集合（North American Multi-Model

Ensemble，NMME） [32] 项目中的多个动力预报系统进

行对比，并通过计算各个模型与预报系统在 1984−

2017 年期间 ONI 的相关技巧来评估其预测能力，其

中基于深度学习的各模型均在 1984−2017 年期间的

GODAS 数据进行评估。用于比较的深度学习模型分

别是 CNN[23]、ENSOTR[26] 和 GCNTR[33]。用于比较的

动力预报系统 CanCM4、CCSM3 与 GFDL-aer04 来自

于 NMME。

不同类型模型的 ENSO 相关技巧如图 4 所示，横

坐标为不同提前期，纵坐标为 ONI 预测值与真实值

之间的相关系数，其数值越高说明模型预测能力越

强 。 ENSO-STformer 中 的 ONI 的 相 关 技 巧 在 提 前
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11 个月的情况下超过了 NMME 中 3 个动力预报系

统，并且与其他的深度学习模型相比，随着提前月数

的增加，ONI 的相关技巧的下降幅度最小，除此之外，

最为明显的是，在提前 14 个月后，ENSO-STformer 的

相关技巧远超过以往基于深度学习的 ENSO 预测模

型，并可以进行长达两年的有效预测。这表明 ENSO-
STformer 在 ENSO 预测上有着明显的优势，尤其在中

长期的 ENSO 预测上。
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图 4    ENSO-STformer、CNN[23]、ENSOTR[26]、GCNTR[33] 和动力预报系统 CanCM4[32]、

CCSM3[32]、GFDL-aer04[32] 与 SINTEX-F[33] 的 ONI 相关技巧情况

Fig. 4    ONI related skills of ENSO-STformer, CNN[23], ENSOTR[26], GCNTR[33], CanCM4[32],
CCSM3[32], GFDL-aer04[32] and SINTEX-F[33]

 
 

4.4    ENSO-STformer 不同提前期的相关技巧

图 5a 至 图 5f 是 分 别 ENSO-STformer 对 1985−

2017 年的 Niño3.4 指数提前 1、3、6、12、15 和 18 个

月的预测结果。

从图 5 中可以看出，ENSO-STformer 在不同提前

期的预测能力，随着提前期的增加，其相关技巧随之

下降，但是依旧可以在提前 18 个月上达到 0.6 的高技

巧。与此同时，模型在提前 12 个月的预测之中，能够

较好地拟合 ENSO 处于 El Niño 时的各种峰值，并且

预测曲线没有表现出明显的后滞情况，这说明模型

对 El Niño 事件的捕获较为可靠。但是，从预测结果

来看，模型对 ENSO 的冷事件捕获能力较弱，并最早

于提前期 6 个月中便无法预测 La Niña 的最低值。这

可能归咎于模型中多次的 MaxPool 操作，导致模型更

多地捕获到暖事件的信号，从而降低了对冷事件的学

习能力。 

4.5    模拟 2015−2016 年 El Niño 事件

为了评估 ENSO-STformer 应对具体 ENSO 事件

的能力，本文将模型模拟 2015−2016 年 El Niño 事件，

同时为了检验模型应对 SPB 的能力，本文分别从 2015

年 2 月、2015 年 3 月、2015 年 4 月以及 2015 年 5 月

开始对 2015−2016 年的 El Niño 进行预测，并通过 ONI

来比较模型预测的情况，其中观测值是 GODAS 中相

应时间的 ONI。除此之外，本文将相同时刻起报的动

力预报系统 CMC1-CanCM3 中的预报结果与 ENSO-

STformer 的预测结果进行比较，CMC1-CanCM3 预报

结果为该系统中 10 个模式预报的 SSTA 的距平值的

平均值并以此计算出相应的 ONI，其结果如图 6 所示。

从图 6 中可以看出，从 2015 年 2 月至 2015 年 3 月

起报的结果可以看出，ENSO-STformer 对 El Niño 预

测强度偏弱，这情况在 2015 年 8 月至 2015 年 11 月之

间最为明显，但是，这两次的起报依旧可以大致预测

出本次 El Niño 的变化趋势，并且与观测值相比，没有

出现明显的滞后性。与此同时，2015 年 4 月与 2015

年 5 月的起报结果可以很好地拟合观测值的变化趋

势，除此之外，ENSO-STformer 与 CMC1-CanCM3 在各

时间点的起报情况相比，ENSO-STformer 的预测效果

要远远好于 CMC1-CanCM3 的预报效果，这表明 EN-

SO-STformer 相比于动力预报系统而言，可以较好地

应对 SPB 带来的消极影响。 

4.6    消融实验

为了验证本文对原始 Swin-Transformer 改进的有

效性，本文针对所有改进模块进行多组消融实验，并

在 GODAS 数据集上进行验证。

表 4 中 ，第一组是不做任何修改的 Swin-Trans-
former 模型；“本文（w/时空融合注意力机制）”表示只

保留时空融合注意力机制所得到的实验结果；“本文

（w/Niño3.4 指数预测器）”表示只保留 Niño3.4 指数预

测器所得到的实验结果；“Swin-Transformer（w/下采

样）”表示替换原始 Swin-Transformer 中图片下采样操

作后所得到结果。

实验结果如表 4 所示，修改 Swin-Transformer 中

下采样方式，确实可以为模型带来了不小的提升，这

也说明了，针对数据处理上的优化依旧是一项重要的
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工作。除此之外，时空融合注意力机制的引入比 Niño3.4

指数预测器的引入性能提升更高，而将所有改进模块

融合的本文模型获取了最佳的性能提升，这有力的说

明了：将时空维度的信息建立关联，从而获取气候因

子在时空演化中隐藏的复杂信息对于模型预测性能

的提高至关重要，与此同时，通过添加大气−海洋变化

中的不确定性，从而为模型进行一定的物理约束，使

得模型能够较为合理地模拟真实世界中复杂的非线

性变化。 

5　结语

针对以往基于深度学习的 ENSO 预测模型中时

空信息未能充分挖掘，受到通道与空间注意力机制的

启发，本文提出一种时空融合注意力机制的预测模

型，在 Swin-Transformer 的基础上引入时空融合注意
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b. 3个月提前期预测结果
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c. 6个月提前期预测结果
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d. 12个月提前期预测结果
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e. 15个月提前期预测结果
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f. 18个月提前期预测结果

图 5    ENSO-STformer 模型在 GODAS
数据集上不同提前期的预测效果

以及对应的相关系数

Fig. 5    Prediction effect of ENSO-STformer model in different
lead times and corresponding correlation coefficient on

GODAS data set
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图 6    ENSO-STformer 和 CMC1-CanCM3 在不同时期

下 ONI 的预测值与真实值比较

Fig. 6    ONI predicted values of ENSO-STformer and CMC1-
CanCM3 in different periods are compared with the real values
实线和虚线分别表示本文模型和 CMC1-CanCM3 的预测结果，不

同颜色表示不同提前时期的情况

Solid and dashed lines represent the predicted results of the model in this

paper and CMC1-CanCM3 respectively, and different colors represent the

situations in different advance periods

 

表 4    各模型评价指标对比结果

Table 4    Comparison results of evaluation
indicators of each model

模型 RMSE ↓ MAE↓ PCC↑

Swin-Transformer 1.11 0.95 0.52

Swin(w/下采样) 0.91 0.77 0.64

ENSO-STformer 0.76 0.63 0.73

本文(w/时空融合注意力机制) 0.83 0.68 0.69

本文(w/Niño3.4指数预测器) 0.88 0.72 0.66

　　注：表中RMSE、MAE和PCC数据为验证集中所有样本在相应模

型预测下的平均值，向下的箭头表示指标值越低模型性能越好，向上

的箭头表示指标值越高模型性能越好，所加粗的数据是该指标下最优

的情况。
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力机制并提出了 ENSO-STformer 模型。通过对 SSTA
与 SSTA150 两个气候因子进行 ENSO 建模，并利用

CMIP6、 SODA 和 GODAS 数据对 ENSO-STformer 进
行训练与验证。

实验结果表明：在提前 11 月之中，其相关技巧超

过于动力预报系统，并相比于 CMC1-CanCM3 动力预

报模型而言，本模型对现有的 SPB 问题有较好的应

对能力；与此同时，ENSO-STformer 在提前 14 个月之

后的预测技巧上超越以往基于深度学习的 ENSO 预

测模型，并能够在长达 24 个月 ENSO 预测的相关技

巧上可以达到 0.5 以上；除此之外，通过消融实验，可

以得出本文在 Swin-Transform 基础上的诸多改动的有

效性，例如引入时空融合注意力机制（Spatio-Temporal
Fusion  Attention  Mechanism， STFAM）与 Niño3.4 指数

预测器（Niño3.4 Index Predictor，Niño3.4 指数预测器）。

尽管 ENSO-STformer 在 ENSO 预测上显示出优

秀的性能，但是依旧存在以下两点明显问题：

（1）  本文仅仅使用了两个气候因子，即 SSTA 与

SSTA150，但是 ENSO 的演变是有众多气候因子共同

影响的，因此，在之后的研究之中应当尝试更多的气

候因子，并定量评估相关的气候因子对 ENSO 预测的

贡献程度；

（2）  本文通过数据驱动的方式对 ENSO 事件进

行建模，其过程尚未融入物理机制，从而导致模型

的可解释性较差，这十分不利于深入探讨 ENSO 变

化的潜在机制，因此，如何将更多的物理定律作为

先验知识融入深度学习模型？这些问题有待于进一

步研究。
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ENSO prediction based on Swin-Transformer and spatio-temporal
fusion attention mechanism

Zhang Xiaozhi1，Fang Wei1, 2, 3，Wang Haoxi1

(1. School of Computer Science & School of Software , Nanjing University of Information Science and Technology, Nanjing 210044, China;
2. China Meteorological Administration, China Meteorological Administration Basin Heavy Rainfall  Key Laboratory/Hubei Key Laborat-
ory for Heavy Rain Monitoring and Warning Research, Institute of Heavy Rain, Wuhan 430205, China; 3. State Key Laboratory of Severe
Weather, Chinese Academy of Meteorological Sciences, Beijing 100081, China)

Abstract: The prediction of El Niño-Southern Oscillation is one of the hot issues in climate change research. This
paper combines swin-transformer model with spatio-temporal fusion attention mechanism, and uses CMIP6 multi-
model simulation historical data from 1850 to 2014, SODA assimilated data from 1871 to 1979 and GODAS assim-
ilated data from 1980 to 2023 to construct El Niño-Southern Oscillation prediction model—ENSO-STformer. The
model was fully trained on CMIP6 and SODA datasets and evaluated on GODAS data. The results show that the av-
erage skill of this model in predicting the Niño3.4 index at 11-month lead times exceeds those of CanCM4, CCSM3,
and GFDLaer04 by 5.1%, 21.6%, and 12.4% respectively. Meanwhile, the Niño3.4 index related skills of the pro-
posed model are significantly better than other deep learning models in the medium and long term. Effective ENSO
forecasts  can  be  made for  up  to  24  months,  and  the  2015−2016 El  Niño event  simulation  shows strong ability  to
cope with spring forecast obstacles.

Key words: deep learning；ENSO predicting； spatio-temporal fusion attention mechanism；convolutional neural network；
Niño3.4 index
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