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基于集成 GCN-Transformer 网络的 ENSO 预测模型

杜先君1，李河1

(1. 兰州理工大学 电气工程与信息工程学院，甘肃 兰州 730050)

摘要：厄尔尼诺−南方涛动（El Niño-Southern Oscillation, ENSO）是热带太平洋海表面温度发生异常的

现象，会导致冰雹、洪水、台风等极端天气的出现，因此对 ENSO 的准确预测意义重大。本文设计了集

成 GCN-Transformer（GCNTR）模型，首先运用 Transformer 网络的全局特征聚焦能力对数据特征进行

编码，然后结合 GCN 提取图数据特征的能力，最后引入特征融合门控机制将经过编码的特征和

GCN 提取的特征进行融合，实现 ENSO 的精确预测。结果表明，GCNTR 模型实现了对 ENSO 提前

20 个月的预测，比 ENSOTR 多了 3 个月，比 Transformer 多了 5 个月，并且模型绝大部分的预测精度优

于其他模型。与现有的方法相比，GCNTR 模型能够实现对 ENSO 更好的预测。

关键词：厄尔尼诺−南方涛动；图卷积神经网络；Transformer；GCNTR
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1　引言

厄尔尼诺–南方涛动（El Niño-Southern Oscillation,

ENSO）是厄尔尼诺（El Niño）与南方涛动（Southern Os-

cillation）的合称 [1]，它是目前世界上最为显著的海洋−

大气耦合模式，前者描述了东太平洋海表面温度（Sea

Surface Temperature, SST）发生异常现象，后者记录了

南太平洋和印度洋海面气压的波动情况，它们的发生

具有不规则性，但也有明显的周期性，大约平均每

4 年发生一次。大范围的全球气候变暖会造成全球

气候系统的失调。暖的 ENSO 事件为厄尔尼诺事件，

冷的为拉尼娜事件，两者的发展阶段相反，厄尔尼诺

处于升温阶段时，拉尼娜处于冷却阶段。因此，人们

对 ENSO 的描述和物理过程的解释只是对暖事件的

讨论，拉尼娜事件则与之相反。

从海洋学的角度讲，科学家将太平洋海区分为

4 个海区 [2] 分别是 Niño1 区、Niño2 区、Niño3 区以及

Niño4 区 ， Niño3.4 区位于后两个海区之间 ，如图 1

所示，这 4 个海区的 SST 距平值的变化可作为判断

ENSO 事件的依据 [3]。如果 Niño3.4 区 SST 的 3 个月

滑动平均绝对值≥0.5℃ 并持续不少于 5 个月，判定

为一次厄尔尼诺/拉尼娜事件（指数≥0.5℃ 为厄尔尼

诺事件；指数≤−0.5℃ 为拉尼娜事件）。

ENSO 会对热带太平洋地区的降水产生一定的

影响，对一些依靠农业、渔业发展的国家造成严重的

经济损失，也会引起全球气候的变化并引发一些自然

灾害。强 ENSO 事件会对全球的工业、农业、经济以

及生态系统产生很大的影响。目前对 ENSO 指数的

研究成果，大致可以分为降水量、台风以及农业气象

灾害。

因此，对 ENSO 进行准确地分析和预测可以对一

些极端天气做出提前预估，提前采取有效的措施进行

防范，减少损失。ENSO 的研究历经几十年，其研究

方法大致可以分为 3 类：基于动力学的方法、基于统
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计学的方法和基于深度学习的方法。前两种作为经

典的研究方法优于只靠人工观测的方法，但也很难实

现提前一年对其进行准确预测，模型的长期预测性

差，而且忽略了 ENSO 在不同季节的差异性，可能会

丢失一些有利于预测的信息，使得预测误差较大。近

年来，随着研究人员对不同类型的 ENSO 研究方法的

深入研究,以及深度学习技术在计算机视觉等领域取

得巨大成功，越来越多基于深度学习的 ENSO 研究方

法应运而生。基于深度学习方法的 ENSO 预测模型

性能明显优于传统的模型，它们在很大程度上解决了

传统预测模型存在的时空局限性等问题。然而，现有

基于深度学习的方法，也存在预测难度较大、准确度

较低、泛化性较弱等问题。本文针对此类问题，融合

图卷积神经网 [4]（ Graph  Convolutional  Network,  GCN）

和 Transformer[5] 网络的预测模型用于 ENSO 的分析

预测。 

2　相关工作

传统方法中，基于动力学方法的预测模型有耦合

大气环流模型 [1]、混合耦合模型 [6] 和中等复杂模型

等。这类模型通过对从初始条件开始的动力学方程

进行迭代来预测未来状态，有助于理解季节的内扰

动。Shin 等 [7] 运用统计学的方法，设计了一个模拟−

线性逆模型（Model-Analog and Linear Inverse Models,

MA-LIM）用于 ENSO 分析预测，模型的成功来自于使

用了比模拟更为准确的初始条件，以及通过模拟微调

将季节性周期和非线性临时实现到线性逆模型中。

虽然大气−耦合模型的总体性能要好于统计模型，但

也不能实现对 ENSO 提前一年进行预测。人工智能

的快速发展让研究出现了新的视角，基于神经网络的

研究模型也逐渐涌现，模型的性能相对于传统模型得

到很大提升，克服了传统模型存在的时空局限性，使

得 ENSO 的分析研究更进一步。

Petersik 和 Dijkstra[8] 首次将人工神经网络（Artifi-

cial  Neural  Network, ANN）运用于 ENSO 的预测。他

们设计了高斯密度神经网络和分位数回归神经网络

集成的模型来预测 ENSO，实现了 12 个月的高相关性

预测。Mahesh 等 [9] 提出了基于循环神经网络（Recur-
rent Neural Network, RNN）的预测模型，用于预测不同

提前期的月平均海表面温度。林琪凡等 [10] 提出了使

用长短时记忆神经网络 （ Long  Short-Term  Memory,
LSTM）的方法实现了西太平洋暖池变化的预测，分别

用暖池面积、强度、质心纬度和质心经度 4 个指标对

ENSO 状态进行描述。Ham 等 [11] 提出了基于卷积神

经网络（Convolutional Neural Network, CNN）的预测模

型，利用卷积核的优点，实现了从 ENSO 前兆中学习

信息，显示了高性能的预测，优于大多数的经典模型。

Gupta 等 [12] 提出了卷积长短时记忆网络（Convolution-
al Long Short-Term Memory, ConvLSTM），结合了 LSTM
网络的时序建模特性和 CNN 的多维数据处理特性，

实现了对月平均 Niño3.4 指数提前一年的预测，并且

能够捕捉强 ENSO 事件，但模型仅使用月平均 SST 作

为预测因子。Fang 等 [13] 在综述中提到基于图神经网

络（Graph Neural Network, GNN）的 ENSO 进行方法分

析，通过边缘信息流的显式建模还可以允许更多可解

释的预测，与当时最先进的方法相比，该模型的预测

提前期更长，预测能力更强。Geng 和 Wang[14] 将 EN-
SO 预测视为一个无监督的时空预测问题，并设计了

基于密集卷积长短时记忆 （Dense  Convolution  Long
Short-Term  Memory,  DC-LSTM）网络的深度学习模

型 ，它更适合于大范围、单因素的预测 ，在 1994–
2010 年期间数据的验证结果显示，DC-LSTM 取得了

最优的 Niño3.4 指数的全季相关系数。Hu 等 [15] 为了

改进 ENSO 的振幅和类型预测，提出了一种基于深度

残差卷积网络（Residual Convolutional Neural Network,
Res-CNN）模型，该模型参数少，它对 Niño3.4 指数预

测的提前期比现有的最优模提前了 3 个月。Ham
等 [16] 针对预测模型不足以模拟日历月季节的 EN-
SO 的不同特征以及不同物理条件导致预测的时间序

列出现波动等问题，设计了一种全季节卷积神经网络

（ All-Seasonal  Convolutional  Neural  Network,  A_CNN）

模型，模型性能在北方春季开始时的效果更好，将春

季可预测性障碍降到最低。Zhao 等 [17] 基于端到端的

深度学习方法提出了一种时空语义网络（Spatio Tem-
poral Semantic Network, STSNet）模型，它可以捕捉单

气象因子建模所忽略的多尺度时空特征并且能够区

分不同经纬度的地理语义，在空间和时间维度上都具

有多尺度感受野，提高了模型的性能，模型实现了 16
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图 1    太平洋赤道附近的不同 ENSO 指数海区展示

Fig. 1    Different ENSO index sea areas near the equator in the

Pacific Ocean

12 期    杜先君等：基于集成 GCN-Transformer 网络的 ENSO 预测模型 157

 



个有效预测，略低于其他模型。Ye 等 [18] 首次将 Trans-
former 引入到 ENSO 的预测研究中，结合 CNN 的局

部学习能力和 Transformer 的远程表示能力，设计了

ENSOTR 模型。模型表现出了很高的性能，实现了

对 Niño3.4 指数提前一年半的高相关性预测。这项工

作为 ENSO 研究实现大模型奠定了基础。

深度学习模型使得 ENSO 的研究工作取得了较

大的发展 ，但这些模型也存在着一些问题。比如

CNN 能很好地聚焦局部特征，但对全局特征的把握

不足，可解释性差；LSTM 结构复杂，并行处理上存在

劣势 ；RNN 随着网络层数的增加会出现梯度爆炸

和梯度消失等问题。GCN 是图数据特征提取的最

佳选择，成功应用于网络分析、交通预测等领域。

Transformer 在机器翻译、自然语言处理（Natural Lan-
guage Processing, NLP）等领域取得了巨大的成功，这

是由于 Transfomer 能够更好的关注全局特征，能够

捕捉 ENSO 的远程前兆，能够展示出更好的预测性

能。本文利用 GCN 和 Transformer 的优点以及其在其

他领域应用的成功经验，改进并设计了基于 GCN 和

Transformer 的集成模型 GCNTR。GCNTR 的主要优势

如下：

（1）基于改进 Transformer 网络的集成 GCNTR 模

型，能够实现对 ENSO 提前 20 个月的预测，比 Trans-
former 模型提前期多了 5 个月，比 ENSOTR 模型多了

3 个月 ，模型绝大部分时期的预测表现优于其他

模型。

（2）GCNTR 引入了特征融合门控机制，将经过

Transformer 编码的特征与 GCN 所提特征进行融合，

提高了预测精度。 

3　数据与方法
 

3.1    数据集

本文使用 55°S～60°N，环全球经度的 SST 和海

洋热含量（Heat Content, HC）异常图作为预测因子，分

辨率为 5° × 5°的连续 3 个月平均 Niño3.4 指数（5°S～
5°N， 170°～ 120°W 范围内的平均 SST 异常 ）是描述

ENSO 事件的指标之一。预训练的数据集是耦合模

型相互比较项目的第 5 阶段数据 [19]（Coupled Model In-
tercomparison Project  Phase 5,  CMIP5）（ 1861–2004 年 ），

具体数据模式如表 1 所示。训练数据集是简单海

洋数据同化版 2.2.4（ Simple  Ocean  Data  Assimilation,
SODA） [20]（1871–1973 年）和第 5 版扩展重建海面温度

数据 （ Extended  Reconstructed  Sea  Surface  Temperature
Dataset, Version 5, ERSSTV5）。测试数据集是全球海

洋资料同化系统系列数据集（Global Ocean Data As-
similation System, GODAS)） [21]（1984–2017 年）。 

3.2    GCNTR 模型 

3.2.1    GCN 网络

图像作为一种典型的非结构化、非线性数据，常

用于复杂数据的描述，例如，人际关系网、知识图谱、

城市道路以及 3D 点云等。图像的结构特殊，它作为

输入时其局部维度可变，这与结构化数据不同，图中

每个节点周围的节点数不同，并且节点之间没有先后

顺序，仅有连接与否的关系。传统的神经网络对图像

的特征提取能力并不是很理想。

GCN 是处理图像的常用方法，其网络结构如图 2
所示，它与 CNN 的作用是相同的，都是通过对图像数

据执行卷积运算，用于有效地提取特征。基于 GCN
的图像数据特征提取方法，实现了节点分类、图分

类、边预测以及图的嵌入表示等工作。

假设在一张图数据中有 N 个节点，每个节点都有

自己的特征，各节点的特征可组成 N × D 维矩阵 X，
节点之间的邻接关系形成一个 N × N 维的邻接矩阵

A。矩阵 A中的元素 ，邻接时为 1，不邻接时为 0。
X和 A为 GCN 的输入。GCN 作为一个神经网络，层

与层之间的传播方式为

Hl+1 = σ
Ä

D̃− 1
2 ÃD̃− 1

2 H(l)W (l)
ä
， （1）

Ã = A+ I I D̃ Ã
Dii =

∑
j Ãi j H

H X σ

式中， ， 是单位矩阵； 是 的度矩阵，关系

为 ； 是每一层的特征，对于输入层而言，

即为 ；W为权重矩阵； 是非线性激活函数；l 为神

经元的次序。一个神经元包含一个函数和一个激活

函数，式（1）代表了神经元之间的传递函数。将图像

作为 GCN 的输入，经过若干隐藏层后，节点特征由

X变到 Z。然而，无论中间有多少隐藏层，节点之间

的邻接关系不会改变，即 A是共享的。例如，设计两

层 GCN 网络 ，激活函数分别采用 ReLU 和 Softmax，
则整体的传导公式为

Z = f (X, A) = softmax(ÂReLU(”AXW(0))W(1)). （2）

GCN 具有即使不训练，使用随机初始化的参数

W，也可以提取出有效的图特征，而 CNN 却需要大量

的训练。 

3.2.2    Transformer 网络

Transformer 是目前在 NLP 领域应用广泛的网

络。Transformer 网络的主体思想是基于自注意力

（Self-attention）机制进行设计，打破了以往的卷积思

想充分发挥自注意力机制的优势。Transformer 只用

了 encoder-decoder 结构，效果却优于大部分网络，并

且它最大的优点是在计算效率上有了很大的进步，内
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部仅有 attention，使得计算实现并行化，在更短的时间

内完成对多变量数据预测等方面的任务。近年来，

Transformer 网络被广泛应用于机器视觉、目标检测、

图像分割、显著性目标检测、视频理解等任务，均取

得了很好的效果，Transformer 网络模型基本结构如

图 3a 所示。

Transformer 网络的主要架构是 encoder-decoder
模型，摒弃了 RNN 和前馈网络等结构，采用复杂化

的 attention 结构。每个 encoder 层由 Self-attention 和

前馈神经网络层组成，完成注意力计算和特征映射转

换。Self-attention 计算了输入特征与同一层其他输入

特征之间的关系，使得此位置的节点也获取了本层其

他位置的特征信息。

Decoder 与 encoder 结构相似 ，包含顺序连接的

Self-attention 层和前馈神经网络层两层网络结构，在

其前面添加一层多头注意力机制（Multi-head Atten-
tion）掩码层。因为在模型的预测时，输出具有以某时

刻的输出不应受到后续输出的影响，所以模型增加掩

码层来帮助模型实现更好的预测。

Self-attention 作为 Transformer 的核心，其结构图

如图 3b 所示，计算公式为

 

表 1    用于训练的 CMIP5 模式列表

Table 1    List of CMIP5 patterns used for training

模式 机构 时间范围 集合成员数目

BCC-CSM1.1-m 中国气象局北京气候中心 1850年1月1日至2012年12月1日 1

CanESM2 加拿大气候建模和分析中心 1850年1月1日至2005年12月1日 5

CCSM4 美国国家大气研究中心 1850年1月1日至2005年12月1日 1

CESM1-CAM5 美国国家大气研究中心（NCAR）社区地球系统模型（CESM）贡献者 1850年1月1日至2005年12月1日 1

CMCC-CM 欧洲地中海气候变化中心 1850年1月1日至2005年12月1日 1

CMCC-CMS 欧洲地中海气候变化中心 1850年1月1日至2005年12月1日 1

CNRM-CM5 法国国家气象研究中心/欧洲高级科学计算研究与培训中心 1850年1月1日至2005年12月1日 5

CSIRO-Mk3-6-0 英联邦科学与工业研究组织与昆士兰气候变化卓越中心合作 1850年1月1日至2005年12月1日 5

FIO-ESM 中国自然资源部第一海洋研究所 1850年1月1日至2005年12月1日 1

GFDL-ESM2G 美国国家海洋和大气管理局地球物理流体动力学实验室 1861年1月1日至2005年12月1日 1

GISS-E2-H 美国宇航局戈达德太空研究所 1850年1月1日至2005年12月1日 5

HadGEM2-AO 韩国气象厅气象研究所 1860年1月1日至2005年12月1日 1

HadCM3 英国气象局哈德利中心（由哈德利中心提供额外的HadGEM2-ES实现，
由国家空间研究所提供HadGEM2-CCDEC1859-NOV2005）

1859年12月1日至2005年12月1日 1

HadGEM2-CC 英国气象局哈德利中心（由哈德利中心提供额外的HadGEM2-ES实现，
由国家空间研究所提供HadGEM2-CCDEC1859-NOV2005）

1859年12月1日至2005年10月1日 1

HadGEM2-ES 英国气象局哈德利中心（由哈德利中心提供额外的HadGEM2-ES实现，
由国家空间研究所提供HadGEM2-CCDEC1859-NOV2005）

1859年12月1日至2005年10月1日 4

IPSL-CM5A-MR 皮埃尔·西蒙·拉普拉斯研究所 1850年1月1日至2005年12月1日 1

MIROC5 大气与海洋研究所（东京大学）、国家环境研究所和
日本海洋与地球科学技术机构

1850年1月1日至2012年12月1日 1

MPI-ESM-LR 马克斯·普朗克气象研究所 1850年1月1日至2005年12月1日 3

MRI-CGCM3 气象研究所 1850年1月1日至2005年12月1日 1

NorESM1-M 挪威气候中心 1850年1月1日至2005年12月1日 1

NorESM1-ME 挪威气候中心 1850年1月1日至2005年12月1日 1
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图 2    GCN 结构

Fig. 2    GCN structure
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Attention(Q,K,V) = Softmax
Å

QKT

√
dk

ã
V， （3）

dk Q K

V

式中，Q（Query），K（Key）和 V（Value）都源于同一输

入； 为 Key 向量的维度。首先对 和 做点积运算，

然后通过 Softmax 将其归一化为概率分布，最后与

相乘得到最终的结果。

模型中的多头注意力机制是为了进一步完善自

注意力层。使用 h 个不同的线性变换分别对 Q、K和

V进行线性映射，然后，将映射后的注意力进行拼接

后再经过一层线性变换层得到多头注意力机制，结构

如图 3c 所示。 

3.2.3    GCNTR 模型

ENSO 现象极其复杂，不同因素和同一因素在不

同地区对其影响程度不同。例如，SST 和风对 EN-

SO 的影响不同，暖的 SST 异常对 ENSO 影响在太平

洋地区和大西洋地区是不相同的。因此，数据特征的

提取尤为重要。

本文基于改进 Transformer 网络，设计了集成 GCN-
Transformer（GCNTR）模型，结合 Transformer 网络的

全局特征聚焦能力和 GCN 网络的图特征提取能力。

其 中 ， 在 Transformer 的 编 码 层 中 设 计 了 两 层 的

GCN 网络，并引入特征融合门控机制进行特征融合，

模型框架如图 4 所示。

模型由一个输入层，一个图像块切割层（Patch Di-
vision, PD），一个改进的 Transformer 编码层，一个全

g

al+1 gl+1

连接层以及一个输出层组成。其中，改进的 Transformer

编码层集成了编码层和 GCN 网络，由于 GCN 使用随

机初始化的参数进行训练，即使不做预训练也能有效

提取特征，为了避免层数过多而导致过拟合、梯度消

失等问题，因此 GCNTR 模型中使用两层 GCN 网络学

习各节点的特征。结构中“～”表示特征门控融合机

制，门 融合静态特征和动态特征，其输入是动态特征

和固态特征 。

g = Sigmoid
[

f (gl+1)+ f (al+1)
]
， （4）

f

g al+1 gl+1

式中， 是线性映射，将特征转化为一维向量，通过门

将 和 进行加权得到输出 ，实现特征的融合 ；

l 表示结构的层数。输入层的变量是 t–2 个月到 t 月

的 SST（单位：℃）和 HC（℃）异常图，输出层的变量是

从 t + 1 月到 t + 23 月的 Niño3.4 指数。

a0 =
[
Xpre,PD(x)

]
+Xpos Xpos ∈ R(N+1) ×C2 ,

al =Atten(al−1)+al−1 l = 1, · · · ,L,
al + 1 = FFN(LN(al))+al l = 1, · · · ,L,
gl =GCN1(al−1),

gl+1 =GCN2(gl),

y = FC[g×LN(gl+1)+ (1−g)al+1].

（5）

模型的完整计算过程如式（5）所示，具体描述为：

首先，将输入的异常图序列中嵌入一个可学习变量

Xpre，此变量将异常图的高维特征映射为低维向量，从

而不断地更新学习到的特征，随后进行图像块切割
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图 3    Transformer 网络基本结构及注意力机制

Fig. 3    The basic structure and attention mechanism of the Transformer network
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f ∈ RC2 × p1 × p2 p1 p2

a0

a0

（PD）操作将输入划分为维度相同的 N 份，特征映射

，然后降为一维向量， 和 表示图像切割

的大小，维数为 C2。因此切割后的数据维度是（N,
C2）。位置信息对于气象数据非常重要，需要将图像

块之间的邻接位置信息 （Xpos）嵌入，这样，式 （5）中
就实现了将数据的预处理，将语义特征和位置特征

结合并作为输入送入到 Transformer 的编码器中进行

注意力计算（Atten），由式（3）可知，注意力计算的输

入为 Q、K、V都来源于同一输入 ，先进行 Q与 K的

点积运算，随后进行 Softmax 操作并和 V相乘得到计

算结果，依次计算 h 个头的注意力，将其进行拼接并

进行线性变换得到最终的结果。再进行归一化（LN）

以及前馈网络（FFN）操作，得到编码后的特征图，结

合另一通道中两层 GCN 网络提取的图像特征，通过

特征融合门控机制进行特征融合，最后送入到全连接

层（Fully Connected Layer, FC）中得到预测结果 y。 

4　验证与结果讨论
 

4.1    数据预处理

本文使用 SST 和海表面高度（Sea Surface Height,

SSH）实现对 Niño3.4 指数的预测，将原始数据 CMIP5、

SODA、GODAS 和 ERSSTV5 进行时间上的统一，并

线性插值成 5° × 5°的网格，然后进行距平值和 3 个月

滑动计算作为 Niño3.4 指数，最后将 SST 和 SSH 合并

作为训练据，Niño3.4 指数作为标签。在时间维度上

重新划分预训练集 （CMIP5, 1861−2004 年），训练集

（SODA,  ERSSTV5,  1871−1973 年 ），测试集 （GODAS,

1984−2017 年），数据维度大小是 6 × 24 × 72，其中 6

为通道数，24 和 72 表示数据的宽度与高度。
 

4.2    参数设置

本文使用 Adam 进行模型优化，经过微调实验确

定学习率为 0.001 最佳 ，在 Transformer 中网络层数

l 为 6，注意力头数 h 为 8，p1 和 p2 设置为 4 和 6。评价

指标为相关系数和均方误差。

Il =

12∑
m = 1

e∑
y = s

(Yy, m −Ym)(Py, m, l −Pm, l)Ã
e∑

y = s

(Yy, m −Ym)2

e∑
y = s

(Py, m, l −Pm, l)2

， （6）
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图 4    GCNTR 模型框架

Fig. 4    Framework of the proposed GCNTR model
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MSE =
1
n

n∑
i=1

(Yi −Pi)
2， （7）

Y P Ym Pm, l

m l

y s e

式中， 和 分别为观测值和预测值； 和 表示与

日历月 （1~12 月）和预测提前月 （1~23 月）相关的时

间气候；标签 表示预测目标年； 和 为测试数据的开

始年份和结束年份；n 表示测试样本的数量。
 

4.3    实验结果及分析

GCNTR 首先利用 CMIP5 数据进行预训练，然后

利用 SODA 和 ERSSTV5 数据进行训练 ，最后利用

GODA 数据进行模型测试，结果如图 5 所示。

 
 

a. 1个月提前期预测结果
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b. 6个月提前期预测结果

c. 12个月提前期预测结果

e. 20个月提前期预测结果 f. 21个月提前期预测结果

d. 18个月提前期预测结果

图 5    GCNTR 模型预测与观测对比

Fig. 5    GCNTR model prediction and observation
 

图 5a 至图 5f 分别 GCNTR 模型对 1984−2017 年

的 Niño3.4 指数提前 1、6、12、18、20 和 21 个月的预

测结果。模型的预测结果能比较好的拟合观测的

3 个月的滑动平均 Niño3.4 指数，虽然 12 个月以后的

预测期内出现了观测值为正，预测值为负的情况，但

总体来讲 GCNTR 模型更加成功地预测了 ENSO 暖事

件，可以归功于 GCN 网络对于图像数据特征更好的

提取能力。图中黄色的模型预测曲线相对于黑色的

观测曲线存在滞后性，主要原因是数据序列存在自相

关性，数据序列中产生了变化趋势，可增加多维特征

以及改变模型的输入与输出策略来解决滞后问题。

预测曲线的振幅相对于观测曲线振幅偏低，且随着预

测时长的增加，振幅也在降低，可能的原因是数据可

能存在缺失值，对 Niño3.4 指数的预测可能存在其他

气候的相互作用以及随机因素的影响，可以通过增加

输入变量，扩充训练样本来降低这些影响。GCNTR

模型与其他模型的相关系数比较结果如图 6 所示。

实验对 10 个模型的相关系数进行了比较，结果显示

GCNTR 模型在绝大部分提前期的预测表现都比其他

模型好，GCNTR 的总体性能优于其他模型。尤其在

提前期大于 15 个月的任务上，模型表现出极强的预

测能力。图中黑色虚线表示相关系数阈值为 0.5，此

阈值作为模型预测成功与否的指标。GCNTR 模型能

够实现提前 20 个月有效预测，因此，GCNTR 模型的
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图 6    各种模型预测相关系数

Fig. 6    Various model prediction correlation coefficient
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性能要优于 CNN、Transformer、ENSOTR、动态模型

（SINTEX-F）以及 CanCM4、CCSM3、CCSM4 等传统

模型。

表 2 通过定量的方式比较了 GCNTR、CNN、Trans-

former 和 ENSOTR，以及动态模型（SINTEX-F）等模型

在提前期为 1～ 23 个月时的预测结果。可以看出

Transformer 模型的整体性能低于其他的深度学习模

型，但效果优于 SINTEX-F 模型。结合了 CNN 和 Trans-

former 的 ENSOTR 模型展现了比较好的性能，实现了

提前 17 个月的有效预测。但是本文改进后的集成

GCNTR 模型性能明显变强，有效预测期为 20 个月。

图 7 中展示了其他评价指标的对比，结果同样表明

GCNTR 模型的预测能力要高于其他模型，而均方误

 

表 2    模型相关系数比较

Table 2    Model correlation coefficient comparison

提前期/月 GCNTR ENSOTR CNN Transformer SINTEX-F

1 0.96 0.98 0.93 0.97 0.90

2 0.94 0.94 0.92 0.91 0.89

3 0.89 0.89 0.88 0.86 0.84

4 0.85 0.85 0.83 0.80 0.81

5 0.83 0.81 0.80 0.76 0.78

6 0.81 0.77 0.76 0.69 0.74

7 0.78 0.75 0.74 0.68 0.69

8 0.74 0.74 0.73 0.64 0.65

9 0.70 0.72 0.71 0.64 0.62

10 0.66 0.7 0.69 0.65 0.58

11 0.65 0.68 0.67 0.61 0.54

12 0.63 0.66 0.65 0.61 0.51

13 0.61 0.65 0.63 0.59 0.48

14 0.59 0.62 0.60 0.52 0.47

15 0.58 0.59 0.57 0.51 0.44

16 0.59 0.55 0.53 0.45 0.41

17 0.58 0.53 0.51 0.45 0.38

18 0.57 0.49 0.46 0.41 0.35

19 0.56 0.44 0.42 0.39 0.33

20 0.52 0.41 0.38 0.35 0.32

21 0.48 0.38 0.34 0.31 0.31

22 0.42 0.36 0.31 0.28 0.31

23 0.35 0.32 0.29 0.25 0.31

平均相关系数 0.664 8 0.644 8 0.623 9 0.579 6 0.548 3

注：表中加粗数据表示模型相关系数高于其他模型。
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Fig. 7    Additional evaluation metrics for various models
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差和均方根误差要小于其他模型。 

5　结论

ENSO 能够导致冰雹、洪水、台风等极端天气，因

此对 ENSO 的准确预测能够使人们提前采取有效措

施来防范自然灾害，减少损失。为了有效地预测 EN-

SO，本文基于改进 Transformer 网络，设计了集成 GCN-
Transformer（GCNTR）模型，充分利用了 GCN 网络对

图数据特征的提取能力和 Transformer 对全局特征的

聚焦能力，实现了对 ENSO 更好的预测，尤其在长期

预测能力上得到了很大的提升，为 ENSO 的预测提供

了新思路和新方法。
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ENSO prediction model based on integrated GCN-Transformer network

Du Xianjun1，Li He1

(1. College of Electrical and Information Engineering, Lanzhou University of Technology, Lanzhou 730050, China)

Abstract: El Niño-Southern Oscillation (ENSO) is an anomaly in the Tropical Pacific Ocean sea surface that can
lead to extreme weather such as hail, floods, and typhoons, therefore, accurate prediction of ENSO is of great signi-
ficance. An integrated graph convolutional network-transformer (GCNTR) model is presented in this paper. Firstly,
transformer network is used to encode data features based on its strong focus ability of the global feature. Secondly,
GCN is employed to extract features from graph data,  and finally introduces a gated feature fusion mechanism to
fuse the encoded features with the features extracted by GCN to achieve the accurate prediction ENSO. The results
indicate that the GCNTR model achieves the prediction of ENSO 20 months in advance, which is 3 months longer
than ENSOTR and 5 months longer  than Transformer,  and most  of  the prediction accuracy of  the model  is  better
than other models. Compared to the existing methods, the GCNTR model enables better prediction of ENSO.

Key words: El Niño-Southern Oscillation (ENSO)；graph convolutional network (GCN)；Transformer；graph convolution-
al network-transformer (GCNTR)
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